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ペイント可能なタイムラインによる対話的なハイパーパラメータ最適化

樋口啓太 ∗　　佐野 正太郎 ∗ 　　五十嵐 健夫 †∗

概要. 本論文では，ハイパーパラメータの自動最適化システムにインタラクティブ性を持たせ，ユーザの
パラメータ分布に関する事前知識を活用する手法を提案する．本手法では，ユーザは自動最適化の進捗状
況を継続的に観察し，パラメータ空間のどこを探索するかを動的に指定する．本手法の実現可能性を示す
ために，最適化システムのためのインタラクティブダッシュボードのプロトタイプを実装した．インタラク
ティブなダッシュボードの主な特徴は「ペイント可能なタイムライン」であり，ユーザは標準的なタイムラ
インのように試行が行われた過去のパラメータ値を観察するだけでなく，簡単なペイント操作でパラメー
タの選択範囲を指定することができる．機械学習の専門家への聞き取りに基づき設計した，ユーザの介入
によりパフォーマンスが向上すると考えられる 3つのパラメータ最適化問題の例を紹介する．また，専門
家を対象とした実験を実施し，対象となる問題のパラメータ分布に関する事前知識があれば，インタラク
ティブな最適化は完全な自動最適化と比較して良い結果を得ることができることを示した．

1 はじめに
ハイパーパラメータの最適化は，機械学習を用い

たアプリケーションの開発において重要だが，時間
と手間のかかる作業である．ディープニューラルネッ
トワーク（DNN）のハイパーパラメータを最適化
するには，数時間から数日かかることもあるため，
この作業を高速化する手法があれば，実用上大きな
価値がある．従来の最適化手法は，手動最適化と自
動最適化の 2つのアプローチに分けられる．自動最
適化によって，開発者は試行錯誤から解放される．
しかし，機械学習技術の専門家への聞き取り調査で
は，いくつかの理由により，自動最適化が手動最適
化に完全に取って代わるには至っていないことがわ
かった [12]．第一に，パラメータ最適化では，最適
化対象のパラメータ選定や探索範囲など探索空間が
大きくなる．専門家がパラメータ最適化をより効率
的に行うためには，対象となる問題のパラメータ分
布に関する独自のドメイン知識を活用する必要があ
る．また，自動最適化を行うためには，対象となる
探索空間が明確に定義されている必要がある． し
かし，現実の最適化問題では，最適化結果の質，計
算時間，計算コストなど，複数のトレードオフが存
在することが多く，適切な探索空間が探索前に明確
に定義されているとは限らない．そのため，開発者
は探索を実行した後，中間結果を観察して探索空間
を修正する必要があることが多い．
このような自動最適化の限界を解決するために，

本研究では自動最適化システムにインタラクティブ
性を取り入れた対話型ハイパーパラメータ最適化を
提案する．このアプローチは，ユーザがハイパーパ
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ラメータ最適化プロセスを観察したり介入したりす
ることで，パラメータ分布に関するユーザのドメイ
ン知識を活用することを目的としている．インタラ
クティブ最適化では，ユーザは自動最適化の進行状
況を観察し，それに基づいて探索空間（どのパラメー
タ範囲を探索するか）を動的に変更できる．本研究
では，対話型最適化の実現可能性と有効性を示すた
めに，対話型ダッシュボードというプロトタイプを
開発した．このダッシュボードは，最適化システム
のブラウザベースのフロントエンドとして機能する．
このシステムの主な特徴は，「ペイント可能なタイム
ライン」である．このタイムラインは，既存の最適
化システムで最適化プロセスの進捗状況を示す典型
的な可視化に似ているが，それに加えて探索空間を
リアルタイムに設定できる機能を備えている．ユー
ザは，対象となる問題に関する事前知識があれば，
過去の試行結果から最適解が存在する可能性の高い
領域を推定し，今後の試行ではその領域に注目する
ようシステムに指示することができる．その結果，
システムは有望な探索空間により多くの時間を費や
すことができ，最終的な最適化結果をより向上させ
ることができ得る．

2 関連研究
2.1 自動パラメータ最適化のフレームワーク
ハイパーパラメータ最適化とは，目的関数の値を

最大化する最適なハイパーパラメータを求める問題
である．自動最適化システムでは，パラメータのサ
ンプリング戦略（ベイジアン，ランダム，進化計算な
ど）を用いてユーザが定義したパラメータ空間を探
索する [22, 4, 5])．また，近年の自動最適化システム
では，最適化コードを記述することなく，目標パラ
メータと目的関数を定義するだけで最適化を実行で
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きるフレームワークが提供されている [1, 11, 6]．こ
れらのフレームワークは，機械学習アプリケーショ
ンの開発だけでなく，シミュレーションや材料解析
などにも利用されている [7, 20, 16, 19] しかし，こ
れらのフレームワークでは，探索中のユーザの介入
が制限されている．本研究では，探索中にユーザが
パラメータ探索範囲を変更できるようにし，専門家
のドメイン知識を活用して探索を効率化する手法を
実現した．

2.2 AutoMLへの人間の介入
AutoMLとは機械学習モデルの構築や学習を自

動化しようとするものである。AutoML は，機械
学習の専門家でなくても利用できることを目指して
開発されており，先行研究では，AutoML システ
ムへの人間の介入方法が検討されている．Gilらは
Human-Guided 機械学習を提案し，それに適した
タスクや要件を検討している [10, 9]．Santosらは，
機械学習に不慣れな専門家のための対話型AutoML
システムVisusを開発した [21]．また，AutoMLシ
ステムのヒューマンファクタを調査した結果，可視
化の重要性やユーザと AIの協調の重要性が明らか
になった．本研究では，ハイパーパラメータ最適化
に着目し，そのプロセスに人間が介在する方法を提
案している．

2.3 インタラクティブビジュアライゼーション
本研究は，機械学習システムの制御のために設

計された対話的な可視化技術にヒントを得ている．
ManiMatrixでは，ユーザが混同行列を直接操作し
て分類器の内部パラメータを調整することができる
[14]．Dis-function は，ユーザが散布図を直接操作
して，距離関数を調整することができる [8]．彼ら
は，本研究と同様に，システムの監視と制御のため
に可視化を使用している．また，既存のシステムがス
ナップショットの制御を主目的としているのに対し，
本研究ではタイムライン型の可視化を活用すること
で，過去の試行のモニタリングと未来の試行の制御
をシームレスに統合するアイデアを提案している．
本研究はKlauらによるHuman-Guided Search

の影響も受けており [15]，HuGSでは最適化問題へ
の人間の介入の重要性を強調し，組み合わせ最適化
を解くための視覚的なメタファーを提供した．彼ら
は，そのアプローチの有効性を 4つの事例（グラフ
レイアウト，経路探索，タンパク質フォールディン
グ，タスクスケジューリング）で実証した．本研究
は同じ最適化への人間の介入に着目しているが，ハ
イパーパラメータ（ブラックボックス）最適化のた
めの技術を提案している．
ペイントやスケッチは，データとのインタラク

ションによく使われる．Baudischは時間間隔を指
定するためにペイントを使用した [3]．Hochheiserと

Shneidermanはラバーバンドを，ManninoとAzza
はフリーハンドのスケッチを時系列データへのクエ
リとして用いている [13, 17]．ManninoとAzzaは人
工的なデータの合成にもスケッチを用いている [18]．
Asaiら は散布図へのスケッチとペイントをデータ
合成と編集に用いている [2]．本研究の提案インタラ
クションは，過去の最適化結果を観察しながら，未
来のパラメータ探索範囲を制御するためにペイント
を使用するという点で新規性がある．

3 提案システム
本研究では，専門家へのインタビューを行い，対

話型パラメータ最適化の要件と望ましい機能を明ら
かにした [12]．その結果，パラメータの範囲に関す
る専門家の予備知識は重要であるが，それを活用し
て効率的なパラメータチューニングを実現すること
は容易ではないことがわかった．
このセクションでは，専門家へのインタビューで

明らかになった完全自動最適化の限界を解決するた
めに設計したインタラクティブダッシュボードにつ
いて説明する．専門家は，パラメータ分布に関する
事前の知識を活用することが重要であると指摘した
が，既存のフレームワークではパラメータ探索範囲
を動的に変更する機能が限られていた．そこで本研
究では，ハイパーパラメータ最適化フレームワーク
に対話的な機能を導入する．この本提案は，ユーザ
が最適化の進捗状況を観察するだけでなく，最適化
プロセスをその場で制御することができる，対話的
な最適化をサポートしている．ユーザは，探索の詳
細なスケジュール（パラメータ空間のどの領域をい
つ探索する必要があるか）を探索前に設定すること
ができ，また，探索中にスケジュールを動的に変更
することもできる．

3.1 可視化
インタラクティブダッシュボードは，ハイパーパ

ラメータチューニングシステムのフロントエンドと
して機能する．現在の実装は，特定のハイパーパラ
メータ探索フレームワーク（Optuna）用に設計さ
れているが，基本的なアイデアは他のフレームワー
クにも適用できるはずである．図 1に本システムの
スクリーンショットを示す．主に，ノブ付きのスケ
ジュールパネル，スコアパネル，パラメータパネル
で構成されている．スコアパネルは，一般的なダッ
シュボードのタイムラインビューに似ている．過去
の試行のスコアを可視化し，最適化の進捗状況を示
す．スケジュールパネルは，過去と未来の最後まで
の試行回数を表示する．ノブを使って，ハイパーパ
ラメータ最適化の試行回数を設定・追加することが
できる．パラメータパネルは，ペイント可能なタイ
ムライン機能を持つ本システムの主要部分である．
過去にどのようなパラメータ値が検討され，将来ど
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図 1. プロトタイプシステムのスクリーンショット．

のような値が検討されるかを可視化する．また，将
来的にどのようなパラメータ値を検討しなければな
らないかを簡単に設定することができる．また，パ
ラメータパネルには，集約されたビュー（右）とパ
ラメータの推定重要度（左上）が表示される．パラ
メータパネルでは，高次元のパラメータも扱うこと
ができる．各次元（パラメータ）は，下部の水平パ
ネルで表現され，任意の数の次元を追加することが
できる．
ペイント可能なタイムラインは，左から順に，過

去，現在，未来の試行を表示する．過去のトライア
ルでは，テストされたパラメータ値とそのスコアが
可視化される．また，現在のトライアルでは，テス
トされているがスコアのないパラメータ値が可視化
される．トライアルのスコア，パラメータの範囲，
選択された値は，縦方向に配置される．スコアパネ
ルはスコアを，パラメータパネルは選択されたパラ
メータを，それぞれ円で表現する．例えば，図 1で
は，最初のトライアルで，スコアが 0.56，パラメー
タ xが 0.01，パラメータ yが 0.00であることを示
している．円の色は，各試行の相対的なスコアを示
しており，色が濃いほどスコアが良いことを示して
いる．最良のスコアを得た試行の結果は，黄色の円
で表される．未来の試行では，検討すべきパラメー
タ値の範囲をピンクの帯で可視化している．スコア
とパラメータのパネルでは，円の後ろにある短い線
が，相対的な一試行あたりの計算時間を示している．

3.2 ユーザインタラクション
ペイント可能なタイムラインは，パラメータ探索

範囲を可視化するだけでなく，ペイント操作により
探索範囲を変更できる．現在の実装では，3種類の
ペイント操作をサポートしている．一つ目は，空白
領域から始めるラバーバンド操作である（図 2 左）．
ユーザがタイムライン上でドラッグ操作を開始する
と，システムはラバーバンドを表示する．ユーザは，

輪ゴムの境界をドラッグするか，下限値と上限値を
数値で入力して，ボックスの位置と大きさを調整す
る．次に，setボタンを押すと，探索するパラメータ
の範囲を設定することができる．また，グリッド数
を指定することで，指定した領域を分割してグリッ
ド探索を行うこともできる．2つ目の操作は，パラ
メータ範囲の境界をドラッグすることである（Fig 2
中）．境界線にマウスカーソルを合わせると，境界線
がハイライトされる．ユーザはマウスを下にクリッ
クして境界をつかみ，任意の場所にドラッグする．
その後，ユーザは “set” を押して，パラメータの範
囲を更新する．3つ目は，過去の試行の選択である
(図 2右）．ユーザは，ラバーバンドを使って 1つま
たは複数の試行を選択する．すると，システムは，
選択された試行から下界と上界をとったラバーバン
ドを表示する．これは，過去の試行に基づいて，ス
コアの高い領域や低い領域を指定することができる．
ペイント可能なタイムラインは，ユーザのドメイ

ン知識や判断を活用して，探索を効率化するように
設計されている．図 3 に提案システムを用いたパ
ラメータ最適化の様子を示す．まず，最適化の際に，
ユーザはペイント可能なタイムラインを利用して探
索空間を徐々に狭めていくことができる．過去の試
行結果やスコアの推定結果を見ながら，どの範囲を
探索すれば効率的な探索ができるかを判断すること
ができる．これは，分布が滑らかであり，与えられ
た範囲内に単一の最適値があることをユーザが知っ
ている場合に有効である．次に，パラメータ値を変
えてみる必要がなくなったと判断した場合には，探
索中にパラメータ値を固定することができる．この
ようにして，自動最適化は他のパラメータに集中す
ることができる．3つ目は，ユーザが，どのパラメー
タ空間をいつ探索するかを指定することで，今後の
探索のスケジュールを立てることである．例えば，
ある特定のパラメータ値の組み合わせが有望である
ことがわかっている場合（例：パラメータXが高い
ときはパラメータYも高いはず），ペイント可能な
タイムラインを使って特定の領域を探索させること
もできるし，半自動のグリッド探索に使うこともで
きる． ユーザは，ペイント可能なタイムラインを
使って，グリッドセルを指定する．すると，システ
ムは各グリッドセル内を探索する．これは，一様に
探索を行う必要があることがわかっている場合に有
効である．第 4に，スコアパネルの過去の試行をラ
バーバンドで選択し，選択した試行のパラメータの
範囲を設定することができる．これは，数回の試行
を経て，有望なパラメータの範囲に探索を集中させ
るのに有効である．

3.3 実装
本研究では，ブラックボックス最適化フレームワー

クである Optuna [1] を用いてプロトタイプシステ
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図 2. 実装されているペイント操作．左: 矩形を描く．
中: 境界を移動する．右: 過去の試行を選択する．

図 3. (1) 探索空間を狭める (2) パラメータの固定 (3)

グリッド探索 (4) 過去試行の選択

ムを実装した．このフレームワークでは，ハイパーパ
ラメータ候補を自動的にサンプリングするための複
数のアルゴリズムを Samplerとしてサポートしてお
り，これを拡張してユーザ定義のサンプリングアル
ゴリズムを実装することができる．本研究ではイン
タラクティブなハイパーパラメータ最適化のバック
エンドシステムとして，interactive samplerを開発
した．フロントエンドとバックエンドはWebSocket
介してパラメータ範囲や最適化結果などを通信する。
この実装では，ユーザがインタラクティブハイパー
パラメータ最適化を利用するために，オリジナルの
コードを大幅に変更する必要はないという利点が
ある．

4 利用シナリオ
このセクションでは，インタラクティブな最適化

の利用例を 3つ紹介する．専門家へのインタビュー
で語られた代表的な事例をもとに例題を作成した．
スコア分布の事前知識を用いた対話的な最適化が完
全な自動探索よりも優れていると考えられる 3つの
ケースをピックアップし，事前知識を活用して探索
を誘導するためのペイント可能なタイムラインの使
用方法を説明する．3つの例とも，操作画面のスク
リーンショットは実際のインタラクティブな最適化
の結果を示している．
ここでは，ユーザが対象となる最適化問題のスコ

図 4. 例 1: 対角線上の分布

ア分布（最適解がどこに分布しているか）について
何らかの事前知識を持っていることを前提としてい
る．この事前知識は，問題の構造に関する既存のドメ
イン固有の知識から得られるものと，類似の問題に
対する過去の最適化の経験から得られるものがある．
また，ユーザは，スコア分布は共通しているが，実
際の最適スコアやそのパラメータ値が異なる類似の
問題に繰り返し取り組むことを想定している．ユー
ザは，インタラクティブな最適化の方法を徐々に学
び，その経験を活用して，より効率的な探索を実現
する．

4.1 例 1: 対角線上の分布
最初の例では，パラメータ間に相関があり，最適

解が対角線領域の近くに位置する場合を示している．
図 4）．この例ではパラメータ xが小さければ，パ
ラメータ yも小さくなるはずであり．パラメータ x
が大きければ，パラメータ yも大きいはずであると
いう事前知識がある．この例は，DNNの学習では、
学習率とバッチサイズに相関関係があることが知ら
れていることから考案した（学習率が大きいときは、
バッチサイズも大きくする必要がある） [23]．探索
空間を対角線付近に限定することで，効率的な探索
を行うことができる．図 4にスコア分布とインタラ
クティブ最適化の結果を示す．ユーザはまず，自動
最適化に任せてパラメータ空間全体を探索する．し
ばらくして，30回目くらいの試行で，xと yの両方
が高いところでは，おおむねスコアが高いことがわ
かってくる．続いて，ペイント可能なタイムライン
を使って探索空間を絞り込む．スコアの高いサンプ
ルが集中していることを観察しながら，さらに探索
空間を絞り込むことができる．その結果，自動最適
化よりも対話型最適化の方が，最も有望な領域を効
率的に探索することができるため，高いスコアが得
られることがある．

4.2 例 2: 支配的パラメータ
2番目の例は，パラメータ x が支配的で，パラ

メータ y のスコアへの影響が限定的な場合である
（図 5）．この場合，まず最適なパラメータ xを探
索し，次にパラメータ xを固定して最適なパラメー
タ yを探索するのが最適な戦略となる．図 5にス
コア分布と対話型最適化の結果を示す．ユーザはま
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図 5. 例 2: 支配的パラメータ

図 6. 例 3: 孤立領域

ず，自動最適化に任せてパラメータ空間全体を探索
する．しばらくして，40回目くらいの試行で，ある
パラメータ xの値でスコアが全般的に高くなること
が明らかになった．その結果，自動最適化よりも対
話型最適化の方が，有望でない領域を無駄に探さず
に済むため，高いスコアが得られる可能性がある．

4.3 例 3: 孤立領域
3つ目の例は，最高スコアが低スコア領域の中央

に位置するケースである（図 6）．このような場合，
自動最適化では，低スコアの周辺にある高スコアの
領域（平地）に焦点を当て，低スコアの領域を無視
することが多いため，特に難しい．しかし，このよ
うな予備知識があれば，意図的に低スコア領域を探
索することで最適解を得ることができる．図 6に
この例のスコア分布と対話型最適化の結果を示す．
ユーザはまず，自動最適化にパラメータ空間全体を
探索させる．しばらくして，試行回数 30回目くらい
になると，ある領域でスコアが全体的に低くなって
いる．そこで，ペイント可能なタイムラインを使っ
て，スコアの低い領域を探索するように指示する．
最終的には，孤立した島を見つける．これは，完全
な自動探索では難しいことである．

5 ユーザ実験
本研究では提案手法であるペイント可能なタイム

ラインを用いたインタラクティブな最適化の効果を
検証するために，ユーザ実験を実施した．本実験の
目的は，スコア分布に関する事前知識を用いたイン
タラクティブな最適化が，いくつかの特定ケースに
おいて自動最適化よりも優れているかどうかを確認
することである．

5.1 仮定
ユーザ実験のシナリオとして，2つの重要な前提

を置いている．第一に，ユーザは対象となる問題タ
イプにすでに精通しており，何度か取り組んだこと
があると仮定する．具体的には，スコアの全体的な
分布特性や，効率的な探索のための対話型最適化の
際の探索範囲の絞り込み方などをすでに知っている．
理想的には，研究参加者に何度もその問題タイプに
取り組んでもらい，自分で戦略を見つけてもらうの
がベストである．しかし，ユーザ実験としてはかな
りの時間を要するため，分布と探索戦略を参加者に
教えている．
次に，探索には数時間から数日といった相応の時

間がかかることを想定している．自動探索で数秒か
ら数分で最適解が見つかるのであれば，ユーザの介
入は必要ないかもしれない．インタラクティブな最
適化が有効になるのは，全体の探索時間が対話時間
よりもはるかに長い場合である．理想的には，最適
化に数時間から数日かかるような問題を研究対象と
するのがベストである．しかし，ユーザ実験として
はかなりの時間を要するため，1分以内に終わるよ
うな小さな最適化問題を大きな問題の代用としてい
る．参加者には，何時間も何日もかかる問題が前提
なので，ユーザとの対話の時間を最短にしようとす
る必要はないと伝えている．より良いスコアを見つ
けることは，インタラクションの時間を短くするこ
とよりも重要であると伝えた．

5.2 実験条件
この研究には 7人の機械学習の専門家が参加した．

参加者の数が限られているのは，手動および自動最
適化を用いたハイパーパラメータチューニングに十
分な経験を持つ専門家が必要だからである．参加者
は全員，著書の所属する社内から協力を得たエンジ
ニアもしくはリサーチャーである，7名のうち 5名
は仕事の一環としてハイパーパラメータチューニン
グに取り組んでいる．彼らは全員，事前の専門家イ
ンタビューに参加している．すべてのユーザ実験の
セッションは，オンラインで行われた．各参加者は，
3種類の問題からなる 15のインタラクティブ最適化
タスクに取り組み，それぞれの問題には 5つのバリ
エーションがあった．この 3つのタイプは，4章で
示した例から取られている．各タイプの問題には，
ランダムに 5つのバリエーションを用意し，参加者
全員に同じセットを使用した．参加者が与えられた
タスクを完了するのに約 1時間かかった．
まず，参加者に提案システムの使い方を説明し，

UI利用の練習をしてもらった．その後，問題の種
類ごとに 1つずつ取り組んでもらった．問題の種類
ごとに，探索の誘導方法をデモで説明し，参加者は
練習として同じ問題に取り組んだ．説明は口頭で行
い，スコア分布の可視化は見せなかった．



WISS 2021

参加者は説明を受けた後，メインタスクとして 15
の課題に取り組んだ．参加者は課題中にいつでも説
明を読むことができた．5つのバリエーションは，一
般的な特徴は共通しているが，実際の最適なスコア
や場所は参加者にはわからないようになっている．
そのため，同じ探索戦略を用いても，試行の結果を
見て，探索範囲をどこに設定するかを決める必要が
ある．
最適化の試行回数（パラメータのサンプリング回

数）80回の内で最高スコアを獲得してもらい，そ
の結果を提案手法の interactive 条件とした．7人
の実験参加者が，1つの問題タイプにつき 5つのバ
リエーションに取り組むため，3種類のタイプそれ
ぞれに 35の最適化結果が得られた．また，ベース
ラインとして，TPEアルゴリズムによりパラメー
タ探索を行った auto条件を採用した． 80回イテ
レーションの自動最適化を 5つのバリエーションご
とに 7回行っているので，interactive条件の場合と
同様に，3種類のタイプごとに 35個のスコア結果が
得られた．両条件とも最初は同じパラメータ範囲を
使用しているが，対話型最適化では探索中に参加者
が自由にパラメータ範囲を変更した．参加者には，
最初の範囲内にベストスコアがあることを伝えた．
また，十分に細かいグリッド（1000 × 1000）でグ
リッドサーチを行い，その結果を真の最適値とした．
手動探索と自動探索の性能は，それぞれのスコアを
対応する真の最適値で割ることで測定する．また，
interactive条件では，80試行中の介入時間を測定
した．

5.3 結果
図 7 は，ユーザ実験の最適化結果（ 得られたス

コア/最適値 ）を示している．1つ目のタイプでは，
auto条件と interactive条件の平均性能は，それぞ
れ 0.931（SD：0.134），0.964（SD：0.104）となって
いる．2つ目のタイプでは，auto条件と interactive
条件の平均性能は，それぞれ 0.990（SD：0.007），
0.993（SD：0.005）であった．3つ目のタイプでは，
auto条件と interactive条件でそれぞれ 0.859（SD：
0.044），0.940（SD：0.070）となった．Shapiro–
Wilk検定ではすべての結果に正規性が認められな
かったため，Mann–Whitney U検定を用いて両条
件での有意性を観察した．また，多重比較のために
Benjamini-Hochberg法を用いて p値を調整した．
検定の結果，すべての機能タイプで条件間に有意な
差が見られた．interactive 条件における介入時間
の平均は，第 1，第 2，第 3のタイプで，それぞれ
100.8秒（SD：58.0），54.7秒（SD：30.6），114.9
秒（SD：129.6）であった．

図 7. 実験結果．∗(p < 0.05) および ∗ ∗ (p < 0.001) は
Mann–Whitney U testにおける統計的有意差
を示す．ここに示す相対スコアは，最適スコアをグ
リッドサーチで探した最適値で割ったものである．

5.4 議論
ユーザ実験の結果，3つの具体的なケースにおい

て，適切な探索戦略を用いたインタラクティブな最
適化が自動最適化を上回ることが実証された．すべ
てのタスクにおいて，対話型の interactive条件は自
動最適化の auto条件よりも高い平均性能を達成し
た．利用シナリオで説明したように，3つの機能タ
イプでは，事前のドメイン知識が役立つことが予想
された．特に，1番目と 3番目のタイプは，局所最
適領域が大きいため，完全な自動最適化による探索
には難しい問題だった．参加者は，説明から得た知
識を利用して，パラメータの探索範囲を制御するこ
とに成功したことが観察された．このように，ユー
ザ実験では我々の予想が確認された結果となった．
今回の結果は，インタラクティブ最適化が多くの問
題において有効だと示したものではない。今後より
広範な実験によりインタラクティブ最適化がどのよ
うな問題に有用であるかを確認したい．

6 むすび
本研究では，対話型のハイパーパラメータ最適化

を提案し，インタラクティブダッシュボードのプロ
トタイプを開発した．機械学習の専門家へのインタ
ビューをもとに，最適化の進行状況を観察したり，
ペイント操作でパラメータ探索範囲に介入できる機
能を設計した．また，インタラクティブな最適化が
効果的であると思われる 3つの例を示した．インタ
ラクティブなハイパーパラメータ最適化の実現可能
性を示すために，7人の専門家を対象にユーザ実験
を実施した．その結果，3つの具体的な事例におい
て，適切な探索戦略を用いた対話型最適化が完全な
自動最適化よりも優れていることが示された．
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